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【性能表现】

YOLOv9/GELAN模型（红线）位于最左上方，表示在参数数量和评价准确率上都优于

其他模型。

此外：①超越了 RT DETR，说明 YOLOv9/GELAN模型不需要大量预处理资料，就能达

到很好的效果；②超越了 YOLO MS，说明比起大量使用深度可分离卷积的模型，

YOLOv9/GELAN模型的参数量更少，模型效率更高。

【背景】

过去的研究常常忽略了一个问题：信息在前向传递的过程中会出现损失，进而导致梯度

流在反向传播时出现偏差。（即：信息损失，梯度偏差）

information bottleneck principle: data X may cause information loss when going through

transformation.



信息损失如何引起梯度偏差？

举例，假设有一个网络层 x，经过 ReLU函数后得到下一网络层 y

Forward:

x = [-2.0, -1.0, 3.0]

y = ReLU(x) = [0.0, 0.0, 3.0]

Backward:

∂L/∂y = [0.5, 0.5, 0.5]

ReLU'(x) = [0, 0, 1]

∂L/∂x = ∂L/∂y × ReLU'(x) = [0.0, 0.0, 0.5]

在反向传播过程中，对于 x[0] = -2.0 和 x[1] = -1.0，梯度完全为 0，这些输入维度不会

被更新。

前向传播时信息丢失 → 反向传播时无法恢复这些信息 → 梯度为 0 → 模型在这些

维度上无法学习 → 梯度偏差

Q1：这个例子是 relu函数，那假设使用的是 leaky relu？如何解释信息损失？

【主要内容】

基于 YOLO v7，提出了

(1) PGI（Programmable Gradient Information）可编程梯度信息，

(2) GELAN（Generalized Efficient Layer Aggregation Network）广义高效层聚合网络

【PGI】

Programmable Gradient Information可编程梯度信息

PGI是一种设计思想

PGI mainly includes three components,
(1) main branch 主分支

(2) auxiliary reversible branch 辅助可逆分支

(3) multi-level auxiliary information 多级辅助信息

(b) 可逆架构中添加主分支会消耗大量的推理成本，尤其是在浅层高分辨率计算阶段。



并且可逆结构在浅层网络中表现不佳，因为它限制了信息转换的自由度（Q2：为什么可

逆运算对特征的表达能力存在一定约束？Q3：为什么不可逆运算会丢失信息？）。

-> 提出 auxiliary reversible branch 辅助可逆分支，通过生成有用梯度来更新主分支，

使得浅层网络也能高效学习复杂任务，从而提升整体性能。

(c) 特征金字塔用于处理不同尺度的目标。浅层负责小目标，深层负责大目标。如果在

浅层加一个aux head辅助头，浅层网络会被deep supervision机制引导去专注于小目标，

可能忽略其他尺寸的目标，把它们当作背景。由于浅层信息不完整，深层金字塔在融合

时也会受到影响，导致整体信息丢失。

作者认为每一层金字塔都应该接收到所有目标的梯度信息，而不是只关注某一类。-> 提

出multi-level auxiliary information 多级辅助信息

(1) PGI的推理过程仅使用了主分支，因此不需要额外的推理成本

(2) 辅助可逆分支是为了处理神经网络加深带来的问题，网络加深会造成信息瓶颈，导

致损失函数无法生成可靠的梯度

(3) 多级辅助信息旨在处理深度监督带来的误差累积问题，特别是多个预测分支的架构

和轻量级模型



Q4：辅助可逆分支在推理阶段如何移去的？

Q5: PGI 机制的“可逆”体现在哪里？

并非严格的数学可逆，不同于 RevNet 等模型的逐层数学可逆，而是一种面向解决信息

丢失和梯度质量问题的功能性可逆设计。能够“还原”浅层信息的原始特征，产生纯净可

靠的梯度来优化主干网络，从而在效果上“逆转”了深度网络固有的信息损耗和梯度偏差

问题

Q: 为什么叫“可编程”的？

辅助分支可以自己设计

【网络结构】

1. GELAN
Generalized Efficient Layer Aggregation Network广义高效层聚合网络

是一个具体的网络模块

与 ELAN in YOLO v7的区别：

stacking of convolutional layers -> any computational blocks



优点：具有很高的灵活性和适应性，可以根据具体的任务需求和硬件环境来选择最适合

的计算单元。如果任务需要大量的特征提取，可以选择使用更多的卷积层；如果硬件环

境有限，可以选择使用更轻量级的计算单元，如深度可分离卷积。

Choose CSPNet + ELAN

YOLO v9里的 GELAN: RepNCSPELAN4模块

(Q: Why this name?)



RepNCSPELAN4 的子模块 RepNCSP

RepNCSP的子模块 RepNBottleneck



RepNBottleneck的子模块 RepConvN

In paper:

“The GELAN only uses conventional convolution to achieve a higher parameter usage than

the depth-wise convolution design that based on the most advanced technology, while
showing great advantages of being light, fast, and accurate. （与深度可分离卷积相比）

The design of GELAN simultaneously takes into account the number of parameters,
computational complexity, accuracy and inference speed. ”（理论上，从整体架构设计角度

出发）

优点：

将 ELAN中的卷积组，替换成带有 RepConv的 CSPNet，相当于增加网络的宽度（增加

了并行路径）。这种增加网络宽度的方式可以增加梯度流（因为有更多路径参与反向传

播），理论上可以提升训练稳定性和特征表达能力；



缺点：

损失了卷积的连贯性，这对于板端部署 (Edge Deployment) 来说是不友好的，会增加耗

时。比如，用 split的方式看似丰富了所谓的梯度流，减少了参数量，但增加了推理的

各种不连续性，大大增加了推理的时间。

2. 下采样：ADown模块

不同的下采样方法：

(1) 传统池化（如Max Pooling）：信息丢失，对小目标不友好。

(2) 跨步卷积（Strided Convolution）：计算效率高，但可能忽略局部细节。

(3) ADown：在信息保留与计算效率之间取得平衡。

Models which use Adown to down-sampling: YOLOv9-C, YOLOv9-E, yolov9-CF



Models which use AConv to down-sampling: YOLOv9-T, YOLOv9-S, YOLOv9-M

可以看出，规模较大的模型（C, E, CF）使用 Adown模块；规模较小的模型（T, S, M）

使用 AConv模块。

相比传统下采样方法（如最大池化），ADown能更好地保留边缘、纹理等细节信息，减

少空间信息的丢失，从而提升小目标检测的精度。在降低特征图分辨率的同时，显著减

少计算量和参数量，适合资源受限的设备（如移动端或嵌入式设备）。

Q: YOLO v9与 YOLO v7都使用了 Deep Supervision，区别是？

1. YOLO v7在计算 auxiliary head时，所用的特征图是独立的

而 YOLO v9是融合了多个特征图后再计算。即 multi-level auxiliary information



3. CB Linear

4. CB Fuse



1. 选取特征图分支：从每个输入 x[i] 中选取指定的分支 x[i][idx[i]]

2. 上采样对齐尺寸：将这些特征图上采样到与最后一个特征图 xs[-1] 相同的空间尺寸

3. 逐元素相加融合：将所有对齐后的特征图逐元素相加，得到融合后的输出

【Head】

YOLO v7: Still anchor-based. Coupled head. For Lead Head and Aux Head, output feature

maps have 255 channels (Each grid has 3 anchor boxes, and each box has 4 coordinates, 1

objectness score, and 80 classification scores. Total = 3 * (4 + 1 + 80) = 255).

YOLO v8: Anchor-free. Decoupled head. Class feature maps have 80 channels (80 classes).

BBox feature maps have 64 channels (4 offsets: left, right, top, down. If reg_max = 16, for

each offset, we will get a probability distribution of 16 values. Total = 4 * 16 = 64).

YOLO v9: Anchor-free. Decoupled head… Almost same as YOLO v8. The difference is

YOLO v9 has aux heads.

See Class DualDetect in yolov9/models/yolo.py

https://github.com/WongKinYiu/yolov9/blob/main/models/yolo.py

【Label Assignment & Loss Function】

TaskAilgn Assigner, same as YOLO v8 and YOLO v6

What is Task Ailgn Assigner?
参考 YOLO v8和 YOLO v6的笔记



Step1：对于每个 anchor point和每个 GT框，计算对齐分数（Align Metric）。对齐分数

的计算方法：基于 GT类别对应的分类分数，以及预测框与 GT的 IoU，加权得出

Step2：筛选候选正样本。只考虑那些落在 GT框中心区域且对齐分数最高的 Top-K个点

Step3：处理多 GT冲突

Step4：生成训练标签

* See Class Compute in yolov9/utils/loss_tal_dual.py

https://github.com/WongKinYiu/yolov9/blob/main/utils/loss_tal_dual.py

Q: 和 YOLO v7的区别？

YOLO v7 uses Coarse-to-fine lead head guided label assigner + SimOTA

而 YOLO v9 对于 lead head和 aux head，独立使用 Task-Aligned Assigner进行标签分配



事实上，作者在论文中提到：We also tried to apply the lead head guided assignment

proposed in YOLOv7[63] to the PGI’s auxiliary supervision, and achieved much better

performance.

Similar to Attention multi head?

Q: 效果更好，最终却没有采用，为什么？

可能是因为 PGI的辅助分支是能够学到大量资讯的。更希望辅助分支有自己的标签视角，

以增强梯度多样性。标签共享虽然高效，但可能限制了 PGI 的独立学习能力。

Loss Function:

YOLO v7: CIoU + BCE

YOLO v8: CIoU + DFL + BCE

YOLO v9: CIoU + DFL + BCE，和 YOLO v8一样



* See Class Compute in yolov9/utils/loss_tal_dual.py

https://github.com/WongKinYiu/yolov9/blob/main/utils/loss_tal_dual.py

Q: 在 YOLO v7中，aux head的 loss在总的 loss中占比更小（Total loss = 0.25 * aux head

loss + lead loss）；但是在YOLO v9中却是相反，Total loss = 0.25 * lead head loss + aux loss，

为什么？

YOLO v7 中的 aux head辅助头是一个相对次要的监督信号，是真正意义上的“辅助”，学

习的是浅层特征，缺少深层的语义信息，因此学习效果没有 lead head好。如果给辅助

头的损失赋予和主导头同等或更高的权重，模型可能会被强制去拟合一个“次优”的目标

（辅助头的预测），这反而可能干扰主导头的优化。

而 YOLO v9的辅助分支实际上是训练时的“主力结构”，承担了解决核心问题（信息瓶颈、

梯度流偏差）的关键角色。它的任务是优化特征生成过程。

较高权重的 aux loss主要驱动主干网络的优化。较低权重的 lead loss则专注于在此基础

上学习目标检测的具体任务（分类和定位）。主导头的预测依赖于主干网络提供的特征，

如果特征本身不够好（包含信息瓶颈），主导头再努力优化其损失，也可能遇到瓶颈。



Q: 那为什么要叫“辅助分支”？

是从推理角度出发，推理时无需使用此分支，不直接参与最终的预测输出，可以移除。
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